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Resumen UMDA4GI, una adaptación del Algoritmo de Distribución
Marginal Univariada (UMDA) al problema de la Mejora Genética del
software, se propone como nueva metaheuŕıstica para la búsqueda de
variantes que reduzcan el tiempo de ejecución de programas existentes
manteniendo su corrección funcional. Frente a enfoques clásicos como
Programación Genética, Búsqueda Local y Búsqueda Aleatoria, la pro-
puesta aprende distribuciones marginales sobre las ediciones (operaciones
de modificación de código) observados en variantes válidas y las utili-
za para muestrear parches cortos, limitando la longitud máxima a dos
ediciones para favorecer la viabilidad y reducir el sobre-ajuste. Los ex-
perimentos, aplicados con el framework MAGPIE a un banco de cuatro
aplicaciones software, bajo validación cruzada y distintos presupuestos
de evaluación, muestran que UMDA4GI obtiene en general mejores o
competitivos porcentajes de reducción de tiempo de ejecución, presenta
menor sobre-ajuste que los algoritmos comparados y alcanza estos re-
sultados con tiempos de búsqueda intermedios, lo que lo convierte en
una alternativa robusta y prometedora para la mejora automática del
rendimiento del software.

Keywords: umda · mejora automática del software · genetic improve-
ment · MAGPIE

1. Introducción
La Mejora Genética del software (Genetic Improvement, GI) utiliza procesos

de búsqueda automatizada para mejorar el software existente, tratando el códi-
go como material genético que puede ser mutado y evolucionado [10]. Aunque
el nombre de esta técnica parezca indicar que es un problema resuelto exclusi-
vamente con métodos genéticos, realmente esta mejora automática del software
también ha sido estudiada con otros métodos, principalmente con búsqueda lo-
cal.
La GI ha sido clasificada desde un principio dentro del conjunto de problemas de
Ingenieŕıa del Software Basada en Búsqueda (Search-Based Software Enginee-
ring, SBSE), siendo aplicada con éxito tanto para mejorar propiedades funciona-
les, como la reparación automática de programas (Automated Program Repair,
APR [8]), aśı como propiedades no funcionales.
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2 Pablo Bermejo

Históricamente, la exploración de este espacio de búsqueda ha dependido
en gran medida de la Programación Genética (Genetic Programming, GP) [5],
aprovechando la evolución basada en poblaciones para recorrer el espacio de
variantes de software. Varios trabajos posteriores dieron lugar a aceptar otro tipo
de propuestas meta-heuŕısticas. Estrategias de Búsqueda Local (Local Search,
LS) como Hill Climbing o Tabu Search, pueden ser más efectivas y eficientes que
la GP para navegar el espacio de búsqueda [1]. La frecuente competitividad de
la Búsqueda Aleatoria como ĺınea base evidencia la complejidad del espacio de
búsqueda en GI, consolidando la elección de la metaheuŕıstica ideal para este
problema como una pregunta de investigación vigente.

Para facilitar la experimentación y comparación de estos algoritmos, reciente-
mente se ha introducido MAGPIE como un framework unificado para comparar
y combinar diferentes dimensiones, como la optimización del compilador y la
configuración de algoritmos, y además proporciona una representación estándar
de secuencias de ediciones o edits [2].

En este art́ıculo, se presenta un Algoritmo de Distribución Marginal Univa-
riado (Univariate Marginal Distribution Algorithm, UMDA) aplicado a la mejora
automática del software. Hasta donde conoce el autor, esta es la primera aplica-
ción de un Algoritmo de Estimación de Distribuciones en el contexto de la Mejora
Genética. A diferencia de los algoritmos evolutivos tradicionales que dependen
de operadores de cruce y mutación para recorrer el panorama, los EDAs constru-
yen modelos probabiĺısticos de soluciones prometedoras para guiar la búsqueda.
El objetivo principal de este trabajo es demostrar que un EDA simple como
UMDA puede ser apatado al problema de la Mejora Genética para producir
variantes que ofrezcan mayores reducciones de tiempo de ejecución que los al-
goritmos clásicos. Los resultados experimentales demuestran que UMDA es un
competidor robusto respecto al sobre-ajuste, con tiempo de búsqueda medio y
manteniendo una mejora de la métrica fitness (tiempo de ejecución) competitiva
frente a los métodos tradicionales con los que se ha realizado la comparación.
El código desarrollado en MAGPIE, las bases de datos utilizadas y todos los
resultados obtenidos se encuentran públicamente accesibles.

El resto del documento se organiza como sigue. En la Sección 2 se presenta
el estado del arte en Mejora Genética del software, y en la Sección 3 introdu-
cimos nuestra propuesta. A continuación la Sección 4 describe la metodoloǵıa
experimental, los algoritmos de referencia, el banco de software empleado y el
protocolo de evaluación. Finalmente, la Sección 5 recoge y analiza los resultados
obtenidos.

2. Metaheuŕısticas aplicadas a la Mejora Automática del
Software

La Mejora Genética aborda la optimización del software navegando por un
vasto espacio de búsqueda de posibles variantes del programa original. Depen-
diendo del objetivo, estas mejoras se clasifican generalmente en dos categoŕıas:
funcionales y no funcionales. La mejora funcional se ha centrado históricamente
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en la reparación automática de programas (APR), donde el objetivo es corregir
errores o bugs para cumplir con una especificación o conjunto de pruebas [8]. Por
otro lado, la mejora no funcional busca optimizar propiedades como el tiempo de
ejecución, el consumo de memoria o el uso de enerǵıa, manteniendo la corrección
funcional del software original [10],[6].

Para navegar este espacio de búsqueda, la literatura ha explorado diversas
familias de metaheuŕısticas. Tradicionalmente, la estrategia dominante ha sido
la Programación Genética (GP) [5]. En este enfoque poblacional, se mantiene
un conjunto de variantes de software que evolucionan a través de operadores
de mutación y cruce. Se ha asumido comúnmente que el intercambio de mate-
rial genético (código) entre variantes ayuda a encontrar soluciones óptimas más
rápidamente.

Sin embargo, trabajos más recientes han comenzado a cuestionar la supre-
maćıa de la GP frente a métodos más simples o focalizados. Blot y Petke realiza-
ron una comparativa emṕırica exhaustiva de 18 estrategias de búsqueda aplicadas
a la mejora no funcional (tiempo de ejecución) [1]. Sus hallazgos indican que,
contrariamente a la creencia popular en el campo, las estrategias de Búsqueda
Local (Local Search, LS) suelen superar a los enfoques basados en GP tanto en
eficacia (encontrar una mejora) como en eficiencia (coste computacional).

Las operaciones disponibles en cualquier estrategia de Mejora Genética de-
finen cómo se transforma el código original para generar nuevas variantes. La
literatura clasifica estos operadores según la naturaleza del cambio y la granu-
laridad con la que se aplican. Tradicionalmente, la GI ha adoptado un conjunto
de operadores universales conocidos como CDRS (Copy, Delete, Replace, Swap).
Estos operadores asumen que el código necesario para mejorar o reparar un pro-
grama ya existe en algún lugar de la base de código del mismo. Cada operación
(edit) aplicada a una versión del software crea una nueva variante; y a una va-
riante final se puede llegar mediante un conjunto de edits, conocido como parche
o patch

El proceso para determinar si una modificación del código resulta en una
mejora efectiva implica una secuencia estricta de validación. En primer lugar,
la variante debe ser sintácticamente válida y compilar exitosamente. Entonces,
aquellas variantes que pasan todos los casos de prueba se consideran funcional-
mente válidas. Una vez garantizada la validez funcional, se procede a calcular
la métrica de aptitud o fitness de la variante. En el contexto de la mejora no
funcional, el objetivo más común es la reducción del tiempo de ejecución.´Por
último, para validar la eficacia del algoritmo de búsqueda y evitar el sobre-ajuste
(overfitting) a un subconjunto espećıfico de datos, es necesario un protocolo expe-
rimental robusto. La literatura actual aboga por el uso de esquemas de validación
cruzada (k-fold cross-validation) [1].
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3. Estimación de la distribución univariada de las
ediciones para la búsqueda de variantes

En este trabajo, suponemos que uno de los motivos por los que la búsqueda
local ha superado a los algoritmos genéticos es que gran parte del espacio de
búsqueda contiene variantes no válidas (no compilan o no pasan los tests) o
neutras. Aśı, los saltos en dicho espacio que ofrece la búsqueda global de un
algoritmo genético tienen una alta posibilidad de no encontrar una variante
útil. Además, la búsqueda local permite una concatenación de edits más segura
(vecino a vecino) que la global.

Aśı, con el objetivo de aprovechar la capacidad de la búsqueda global para
recorrer el espacio de variantes, a la vez que se dota de cierta intuición o in-
formación a la dirección de los saltos, en este trabajo consideramos aplicar un
Algoritmo de Estimación de Distribuciones (EDA) al problema de la GI, lla-
mando a nuestra propuesta UMDA4GI, y aplicada a la mejora no funcional del
tiempo de ejecución. Además, puesto que no se necesitan hiperparámetros relati-
vos al cruce ni operadores de mutación, se simplifica mucho la configuración del
algoritmo y la generalización de los resultados. La propuesta aqúı presentada,
UMDA4GI, cumple los criterios utilizados en [10] para identificar art́ıculos rele-
vantes en el campo de GI: 1. utilización de una metaheuŕıstica; 2. el proceso de
búsqueda puede generar variantes que no mantengan la semántica del original;
3. software existente es utilizado como entrada para el algoritmo de mejora; 4.
la variante resultante mejora al original respecto a un criterio o fitness dado.

3.1. Representación del individuo

Un EDA consiste en aprender una distribución de probabilidad a partir de
un conjunto seleccionado de individuos de la población actual, para después
muestrear, a partir de la distribución aprendida, la siguiente población [7].Antes
de explicar la propuesta concreta, en este apartado se explica la codificación de
los individuos.

Un individuo representará un parche, el cual de manera genérica se define
como una combinación de edits: Delete, Swap, Copy y Replace a nivel de Senten-
cia (utilizando un AST1). En el contexto del framework de desarrollo utilizado
(MAGPIE ), esta definición de edit se extiende al triplete:

< Operación, ubicación, [ingrediente] >

siendo el ingrediente el nuevo código a insertar. Estos 3 (o 2, dependiendo
del tipo de operación) campos representan un edit y son inseparables, por lo que
cualquier estad́ıstico aprendido debe considerar el edit completo.

En nuestra propuesta, un individuo es un parche. Basándonos en la definición
formal de Petke et al., un parche δ es una secuencia de edits aplicados a un
programa P [9].

1 Abstract Syntax Tree
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A continuación, representamos un individuo o parche (δ = (e1, e2)) com-
puesto por dos de los edits más efectivos identificados en la literatura (Swap y
Delete):

1. Edit 1 (e1): < Swap, s3, s4 >. Intercambia la sentencia en la ĺınea 3 con la
sentencia en la ĺınea 4.

2. Edit 2 (e2): < Delete, s6 >. Elimina la sentencia en la ĺınea 6.

3.2. Definición de UMDA4GI

Formalmente, definimos UMDA4GI como una adaptación del algoritmo UM-
DA para el dominio de la Mejora Genética, donde el espacio de búsqueda no está
definido por un vector de longitud fija, sino por un conjunto de operaciones o
edits sobre un programa original P .

Sea U el universo de todos los edits posibles. Un individuo δ se define como
una secuencia variable de edits δ = ⟨e1, e2, . . . , ek⟩, donde ei ∈ U .

A diferencia del UMDA estándar, donde el modelo probabiĺıstico es un vector
de probabilidades P = (p1, . . . , pn) para cada posición fija n, en UMDA4GI
el modelo probabiĺıstico M en la generación t es un conjunto de pares edit-
probabilidad, construido dinámicamente a partir de los edits observados en un
subconjunto de individuos (Psel) de la población actual:

Mt =
{
(e, pt(e)) | e ∈

⋃
δ∈Psel

edits(δ)
}

Donde pt(e) representa la probabilidad marginal de que el edit e aparezca en
un individuo de la siguiente generación. Esta probabilidad se estima mediante
la frecuencia relativa de aparición del edit e respecto al total de edits presentes
en la población seleccionada Psel:

pt(e) =

∑
δ∈Psel

I(e ∈ δ)∑
δ∈Psel

|edits(δ)|

Siendo I(·) la función indicadora que devuelve 1 si el edit e está presente en
el individuo δj y 0 en caso contrario.

El proceso completo se detalla en el Algoritmo 1. Cabe destacar el mecanismo
de preservación de diversidad en la ĺınea 22: dado que el muestreo se basa en edits
ya vistos, existe el riesgo de converger prematuramente a individuos duplicados.
Para mitigar esto, si el operador de muestreo genera un individuo que ya existe
en la población actual, este se descarta y se sustituye por un individuo generado
totalmente al azar, permitiendo la introducción de nuevos edits en el material
genético disponible para la creación de variantes.

Como se observa en el algoritmo, el tamaño del modelo Mt no es fijo, sino
que fluctúa dependiendo de la diversidad de edits presentes en los individuos
seleccionados. Esto permite al algoritmo adaptarse a la dimensionalidad efectiva
del problema en cada etapa de la búsqueda.
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Algorithm 1 Pseudocódigo de UMDA4GI

Require: Tamaño población N , Máximo edits por individuo kmax, Presupuesto o
criterio de parada maxevals

Ensure: Mejor individuo encontrado δ∗

1: t← 0
2: P0 ← InicializarPoblacionAleatoria1Edit(N)
3: δ∗ ← Evaluar(P0) ▷ identificar mejor individuo
4: while not maxevals do
5: Psel ← SeleccionarVálidos(Pt) ▷ variantes que compilan y pasan los tests
6: ▷ Aprendizaje del Modelo
7: E ←

⋃
δ∈Psel

edits(δ) ▷ unión de todos los edits únicos observados
8: Mt ← ∅
9: for all e ∈ E do

10: p(e)←
∑

δ∈Psel
I(e∈δ)∑

δ∈Psel
|edits(δ)|

11: end for
12: ▷ Muestreo de nueva población
13: Pnew ←{δ∗} ▷ elitismo
14: while |Pnew| < N − 1 do
15: δnew ← ⟨⟩
16: k ← MuestrearLongitud(kmax)
17: for i = 1 to k do
18: e ∼Mt ▷ Muestreo según probabilidades
19: δnew ← δnew ∪ {e}
20: end for
21: if δnew ∈ Pnew then
22: δnew ← GenerarIndividuoAleatorio1Edit()
23: end if
24: Pnew ← Pnew ∪ {δnew}
25: end while
26: Pt+1 ← Pnew

27: Evaluar(Pt+1)
28: t← t+ 1
29: end while
30: return Mejor individuo de Pt

Normalmente, el algoritmo UMDA tiene como entrada el% de la población
actual del que aprender la distribución. Sin embargo, al ser tan reducido en
la práctica el subespacio de búsqueda de variantes válidas dentro del espacio de
búsqueda total, se estimó conveniente aprender las frecuencias relativas de todos
los edits que hacen posible la creación de individuos que compilan, ejecutan y
pasan los tests. Es decir, el tamaño de Psel es dinámico, y es igual al conjunto
de individuos válidos (compilan, integra, pasan los tests) en Pt. Por otro lado,
kmax se ha fijado a 2 en nuestra versión de UMDA4GI, con el objetivo de reducir
el sobre-ajuste, asunto discutido en la Sección 5.3.
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4. Metodoloǵıa de experimentación

En esta sección se dan todos los detalles necesarios para poder entender y
replicar el proceso de experimentación, a través del cual se han obtenido resul-
tados que sugieren que el uso de EDAs, o UMDA4GI en concreto, es un método
de búsqueda de variantes útiles que tiene varias ventajas sobre algoritmos más
clásicos.

Todo el código y banco de pruebas recopilado se encuentra a disposición de
la comunidad investigadora para su reproducibilidad y extensión (ver sección de
Artefactos).

4.1. Algoritmos y marco de desarrollo

La propuesta UMDA4GI ha sido comparada con los tres métodos de búsque-
da más utilizados en la literatura relacionada con la mejora automática del soft-
ware: como baseline tradicionalmente competitiva, se ha ejecutado una búsqueda
aleatoria (Random Search); un Algoritmo Genético (GA) y Búsqueda Local, en
concreto una búsqueda de tipo first-improvement hill climbing (FI). Una búsque-
da voraz sobre todas las posibilidades seŕıa intratable en la mayoŕıa de casos
debido al vasto espacio de búsqueda en el problema de GI, y necesitaŕıa una
limitación de vecinos a explorar.

Los 3 algoritmos han sido utilizados en su versión por defecto dentro del
software MAGPIE2[2].

Respecto al tamaño de la población, este se ha fijado a 50 para ambos al-
goritmos poblacionales: UMDA4GI y GA. Citando textualmente a [4], Puesto
que utilizar una sola especificación no es justo, es necesario utilizar varias con-
diciones de parada [...] no es probable que un algoritmo concreto sea siempre
el mejor a lo largo de un rango de generaciones. Aśı, se decidió ejecutar los 4
algoritmos con 5 valores para el máximo presupuesto o número de evaluaciones:
{100, 250, 500, 750, 1000}.

4.2. Banco de Software a mejorar

Los algoritmos mencionados han sido evaluados en cuatro aplicaciones soft-
ware distintas, siendo el objetivo de mejora la métrica no funcional tiempo de
ejecución. Es decir, la mejor variante obtenida en el proceso de búsqueda deberá
ser funcionalmente igual, y mostrar reducción en el tiempo de ejecución.

Entre las cuatro aplicaciones del corpus software se utilizan 3 lenguajes de
programación distintos (C, C++ y Java), y su código es abierto, gracias a lo
cual la reproducibilidad de los experimentos está garantizada. Además, perte-
necen a campos de aplicación distintos, desde problemas de satisfacción lógica a
aprendizaje automático.

Este es el corpus de aplicaciones software utilizado para evaluar los algoritmos
en este trabajo, todas elloa utilizados anterioramente en la literatura relacionada,
como se detalla a continuación:
2 https://github.com/bloa/magpie
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MiniSAT-hack (C++): es una versión del clásico solucionador MiniSAT de
expresiones lógicas. Esta versión se proporciona en AClib, y aqúı se utiliza la
versión del ejecutable minisat HACK 999ED CSSC-cssc14 como en [3] y [2].
Además, el fuente junto con los datos de prueba se encuentran disponibles
para su utilización en MAGPIE en el repositorio de Dimitrios Stamatios3.
El archivo objetivo de la mejora es Solver.cc. Como datos de entrada para su
validación, en total se dispone de 20 archivos .cnf (10 condiciones satisfacibles
y 10 que no), con complejidades de 50 a 200 variables.
Sat4J (Java). Otra versión del solucionador SAT, escrito en Java. Utilizado
en [1] y [2]. El corpus de datos de entrada disponibles para la validación es
el mismo que en la versión Minisat-hack.
Weka4 (Java). Se ha utilizado la última versión estable, 3.8, de este software
dedicado al Aprendizaje Automático. En concreto, el archivo objetivo de
mejora ha sido RandomForest.java, y se han utilizado 20 datasets .arff que
vienen adjuntos en la descarga del software. Se recomienda utilizar la versión
reducida en el repositorio de código de este trabajo, pues se han descartado
todos los .java innecesarios para la ejecución de RandomForest.java, y aśı
acelerar la ejecución de la búsqueda en MAGPIE. También ha sido utilizado
(con menor conjunto de archivos .arff ) en [3] y [2].
OptimPNG (C). Es un optimizador de imágenes .png, disponible en código
abierto 5. Los algoritmos de GI han sido ejecutados teniendo como objetivo
los archivos optipng.c y optmi.c. Este software también fue utilizado en [1].
En este trabajo, se ha recopilado un conjunto de 29 imágenes, la mayoŕıa en
color, del repositorio ImageMagic6.

4.3. Validación

Los 4 algoritmos utilizados en la experimentación (GP, FI, RandomSearch
y UMDA4GI) han sido validados en base a su capacidad de mejora de las 4
aplicaciones software indicadas en la Sección 4.2. La métrica, no funcional, obje-
tivo de la mejora es el Tiempo de ejecución. Esta métrica objetivo, aśı como los
algoritmos GP, FI y RandomSearch representan el marco de experimentación
clásico en la literatura relacionada.

Cada algoritmo ejecuta su proceso de búsqueda hasta agotar el número máxi-
mo de evaluaciones fijado. Durante esta búsqueda, al encontrar una variante
válida (compila, integra y pasa tests funcionales), esta es ejecutada utilizando
un subconjunto (conjunto de entrenamiento t) de los archivos o instancias dis-
ponibles para el software correspondiente. Al terminar la ejecución, se devuelve
la mejor variante encontrada; es decir, aquella variante válida que, ejecutada so-
bre todas las instancias en t, reduce en mayor porcentaje el tiempo del software
original.

3 https://github.com/jimbou
4 https://ml.cms.waikato.ac.nz/weka/
5 https://optipng.sourceforge.net/
6 https://github.com/ImageMagick/ImageMagick
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Los resultados obtenidos por los algoritmos tienden a sobreajustar la métrica
objetivo sobre el conjunto de entrenamiento [1]; y por ello la mejor variante
encontrada debe ejecutarse sobre otro subconjunto (conjunto de validación v)
de los archivos de entrada disponibles para medir el valor de la métrica objetivo.
En nuestro caso, para cada software dividimos el conjunto de archivos disponibles
en 5 conjuntos disjuntos vi, conteniendo entonces cada conjunto correspondiente
ti el resto de archivos. Aśı, realizamos una k validación cruzada, con k = 5. La
media de la métrica objetivo obtenida en los k conjuntos de validación es la
bondad documentada para cada algoritmo, y el valor por el que realizaremos la
comparación principal entre ellos. En el caso de Random Search, ha sido muy
común no encontrar al menos una variante válida en cada uno de los ti. En ese
caso, se establece una mejora de 0 para el algoritmo.

Finalmente, es importante señalar que la evaluación se llevó a cabo en un
clúster de computación donde las colas de trabajos son gestionadas mediante el
sistema de administración de cargas Slurm. Este software permitió diseñar el ex-
perimento de manera que cada algoritmo se ejecutara de forma independiente en
un nodo dedicado, asegurando que no se produjera solapamiento con los trabajos
de otros usuarios durante la ejecución, por lo que se consideró apropiado utilizar
tiempo como medida de tiempo de ejecución (wall-clock mediante perf counter()
en Python). La ejecución se configuró en una misma cola de trabajos que garan-
tiza nodos con recursos f́ısicos iguales.

5. Resultados

A continuación, se presentan los resultados obtenidos. Primero, comparamos
la mejora no funcional (tiempo de ejecución) del software original, utilizando
siempre la media de la validación cruzada explicada en la Sección 4.3. A conti-
nuación, se evalúa el grado de sobre-ajuste que cada algoritmo suele presentar.
Y, por último, comparamos el tiempo de cada método de búsqueda. Atendiendo
a estas 3 dimensiones (fitness, sobre-ajuste y tiempo de búsqueda), se obtendrá
una conclusión final respecto a nuestra propuesta, en comparación con la búsque-
da aleatoria (RandomSearch), local (FI) y algoritmo genético (GP).

5.1. Mejora no funcional

En la Figura 1 se muestra el gráfico de tendencia para las 4 aplicaciones
software mejoradas. Para cada software, se muestra el cambio (en porcentaje)
del tiempo de ejecución del software original con cada uno de los algoritmos de
búsqueda comparados. Aśı, un mayor valor en el eje Y significa mayor reducción
y, en el caso de obtener valores por debajo de la ĺınea horizontal del 0, esto
significa que la mejor variante encontrada no solo no consigue reducir el tiempo
de ejecución del software sino que lo empeora.

El software en el que mejores reducciones de tiempo se obtienen es en MiniSAT-
hack, el cual fue introducido en 2009 en las competiciones SAT con el objetivo
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de fomentar que programadores humanos expertos modificaran el código de Mi-
niSAT para lograr mejoras en el rendimiento y, por lo tanto, es de esperar que
ofrezca buenos resultados en Mejora Genética. El resto de software śı son origi-
nales, y además están muy especializados en una tarea concreta; con lo cual el
rango de mejora posible en tiempo de ejecución es más limitado. Es por eso que,
atendiendo al eje Y, podemos observar un rango muy diferente entre el primer
subráficos (MiniSAT hack) y el resto.

Figura 1: Reducción del tiempo de ejecución del software original

Un hecho que encontramos en común para las 4 aplicaciones, es que ningún
algoritmo obtiene siempre el mejor resultado, aśı como tampoco para algún
número fijo máximo de evaluaciones. Por ello, resulta útil en este caso realizar
un ranking de algoritmos según el conjunto de todos los resultados obtenidos.
Este ranking, mostrado en la Tabla 1, muestra que UMDA4GI es el único que
obtiene el primer puesto en dos ocasiones, y también un segundo puesto en el
caso de miniSAT-hack. Es en el software especializado del clasificador Random
Forest en Weka donde más cuesta a UMDA4GI conseguir encontrar una variante
funcional y que mejore el tiempo de ejecución. Aunque la búsqueda aleatoria es
en general la que peores resultados obtiene, conviene remarcar, viendo la Figura
1, lo acertado del comentario en [1] respecto a la sorpresa competitiva que en
ocasiones la búsqueda aleatoria puede ofrecer en la Mejora Genética del Software.
Sin embargo, es poco fiable, como puede observarse por la cantidad de casos en
que para esta búsqueda se indica una mejora media de 0, provocado porque
no se ha obtenido variantes válidas en los k folds del conjunto respectivo de
entrenamiento (ver Sección 4.3).
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Tabla 1: Ranking de Algoritmos, según la reducción del tiempo de ejecución de
cada software, teniendo en cuenta todos los valores de criterio de parada.

Algoritmo MiniSAT-hack Sat4J Weka OptimPNG

First Improvement 1.0 4.0 2.0 4.0
Genetic Programming 3.0 2.0 1.0 2.0
Random Search 4.0 3.0 4.0 3.0
UMDA4GI 2.0 1.0 3.0 1.0

Las tablas con detalle de los resultados obtenidos en cada configuración pue-
den ser consultadas en el cuaderno de análisis adjuntado en el repositorio com-
partido en este trabajo.

5.2. Sobre-ajuste

Al ejecutar los algoritmos de búsqueda con varios números máximo de eva-
luaciones; es esperable que cuanto más intenso sea el proceso de búsqueda en
un conjunto ti, más sobreajustará y, en consecuencia, peor generalizará para el
correspondiente vi.

En la Tabla 2 se muestra el ranking del criterio de parada (máximo núme-
ro de evaluaciones) para cada algoritmo, teniendo en cuenta las 4 aplicaciones
software a las que han sido aplicados. Hay consenso en que el mayor número de
evaluaciones da lugar al peor porcentaje de mejora conseguida por el algoritmo
en los conjuntos de validación vi. Cabe preguntarse si esto se debe a un exceso
de sobre-ajuste en el proceso de búsqueda. Por ello, calculamos el sobre-ajuste
de cada método de búsqueda en ti y validado en vi como la diferencia existente
entre el porcentaje de mejora obtenido en el conjunto de validación y el conjunto
de entrenamiento.

En la Tabla 3 se muestra que, en efecto, (obviando algún caso de la búsqueda
aleatoria en que no se encontró variante válida) un mayor número de evaluaciones
provoca que la mejor variante resultante suele provocar una mayor cáıda, poca
generalización, al aplicarla sobre datos no vistos anteriormente. Como ejemplo
concreto, en la Figura 2 puede verse que, a medida que aumenta el número de
evaluaciones (para cualquier algoritmo) sobre el software OptimPNG, aumenta la
diferencia existente entre la mejora conseguida por la mejor variante encontrada

Tabla 2: Ranking de mejor número máximo de evaluaciones para cada algoritmo
de búsqueda.

#MaxEvals FirstImp GeneticProg RandomSearch UMDA4GI

100 1.0 3.0 4.0 2.0
250 4.0 1.0 2.0 1.0
500 3.0 4.0 3.0 4.0
750 2.0 2.0 1.0 3.0

1000 5.0 5.0 5.0 5.0
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en el proceso de búsqueda, y la validación de dicha variante. Por motivos de
espacio solo se ilustra esta diferencia para OptimPNG, pero el efecto es el mismo
en el proceso de mejora de las otros tres aplicaciones software, y los gráficos
pueden consultarse en el repositorio de este trabajo.

Tabla 3: Número máximo de evaluaciones en la que se obtiene un mayor sobre-
ajuste, calculado para cada software mejorado y algoritmo de búsqueda.

Algoritmo MiniSAT-hack Sat4J Weka OptimPNG

First Improvement 1000 1000 750 500
Genetic Programming 1000 1000 1000 1000
Random Search 1000 500 250 1000
UMDA4GI 1000 1000 1000 1000

Por último, en la Tabla 4 se muestra un ranking de los algoritmos, para cada
software, según la medida en que son capaces de ofrecer un menor sobre-ajuste.
Dado que en la mayoŕıa de los casos no se obtiene una mejora media válida para
la búsqueda aleatoria, se obvia en el ranking. Aśı, la propuesta UMDA4GI ofrece
una menor cáıda en la capacidad de generalizar, quedando en primera posición
para 3 aplicaciones software, y en segunda posición para el software Weka. Por
el contrario, la búsqueda local con First Improvement es la que más sobreajusta
y, por lo tanto, ofrece una peor capacidad de generalización en nuevos datos para
sus mejores variantes encontradas.

100 250 500 750 1000
Número máximo de evaluaciones (Condición de Parada)
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Figura 2: Reducción de tiempo de ejecución del software OptimPNG en el con-
junto de entrenamiento y el de validación.
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Esta obra está bajo una licencia Creative Commons “Atribución-NoComercial-SinDerivadas 4.0 Internacional”.

UMDA en Mejora Automática del Software 13

Tabla 4: Ranking de mejor algoritmo según menor sobre-ajuste.
Algoritmo MiniSAT-hack Sat4J Weka OptimPNG

First Improvement 2.0 3.0 3.0 3.0
Genetic Programming 3.0 2.0 1.0 2.0
UMDA4GI 1.0 1.0 2.0 1.0

5.3. Tiempo de búsqueda y longitud de los parches

Aunque por limitaciones de espacio no se pueden mostrar los gráficos y resul-
tados tabulados (están disponibles en el repositorio), en este apartado resumimos
brevemente dos comparaciones de interés. Por un lado, comparamos el tiempo
que cada algoritmo utiliza en su búsqueda, resultando UMDA4GI y Genetic
Programming los algoritmos con búsqueda más rápida. Por último, como se
mencionó en la Sección 3.2, el algoritmo UMDA4GI fija el tamaño máximo del
parche a 2 edits. Al contrario que la búsqueda local, la cual construye las varian-
tes con mayores parches. Quizás, en parte esta diferencia hace posible el bajo
sobre-ajuste de UMDA4GI en comparación con First Improvement. Igualmen-
te, se observó que Genetic Programming, con menor tamaño medio de parches
que First Improvement, presentaba mayor poder de generalización que este (ver
Tabla 4). Esto, junto a la afirmación de [9] según el cual la tasa de variantes
válidas se reduce con el número de edits en los parches, sugiere que es buena idea
diseñar los algoritmos de Mejora Genética de manera que una misma variante
no concatene un alto número de ediciones.

6. Conclusiones y Trabajo Futuro

Se ha realizado una propuesta de estimación univariada de distribuciones
(UMDA4GI) aplicado a la Mejora Genética del software. Aunque ningún algo-
ritmo es mejor en todos los casos para cualquier número de evaluaciones, esta
nueva propuesta obtiene, en general, los mejores resultados en dos de las apli-
caciones software con las que se ha experimentado, y posiciones competitivas
en las otros dos. Además, UMDA4GI ofrece un mayor poder de generalización
que la búsqueda local (First Improvement) y el algoritmo genético (Genetic Pro-
gramming) con los que se ha comparado. No obstante, como cualquier algoritmo
aplicado a la Mejora Genética, una limitación principal es que si no se dispone de
un conjunto de tests que cubran suficientemente los casos posibles, la propuesta
puede generar programas incorrectos.

Respecto a la búsqueda aleatoria, es cierto que en ocasiones puede otorgar
resultados sorprendentes, pero su comportamiento no es fiable en general, siendo
muchas las ocasiones en las que no consigue encontrar una solución viable en
todos los k folds de entrenamiento.

UMDA4GI aprende cada distribución a partir del conjunto de variantes váli-
das en una población. Seŕıa interesante filtrar aún más el subconjunto de apren-
dizaje a aquellas variantes válidas que han mejorado la métrica objetivo con
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respecto al software original.Además, todav́ıa no se ha profundizado en el senti-
do semántico latente en la distribución aprendida, para lo cual se planea avanzar
en este campo mediante la utilización de LLMs como operadores. Finalmente, se
concluye que mediante el uso de un algoritmo poblacional basado en estimación
de distribuciones, se abre a la comunidad investigadora una nueva puerta en el
contexto de la Mejora Genética, partiendo de buenos resultados y varios caminos
de extensión propuestos.

Artefactos Se ha extendido el repositorio original de MAGPIE en un repo-
sitorio personal del autor de este trabajo, en una rama de release para IN-
TED 2026: https://github.com/paberlo/magpie/tree/release/INTED2026. Con-
tiene el algoritmo desarrollado, los resultados completos en .csv, y el cuaderno
de Jupyter de análisis junto a las figuras creadas. El corpus de software utilizado
está diponible en Zenodo en https://zenodo.org/records/19469242.
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