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Resumen En este trabajo, se adapta una arquitectura basada en trans-
formadores al problema de predicción de tiempos en mineŕıa de procesos,
dotando de mayor semántica a la representación de las trazas que se utili-
za para entrenar el modelo predictivo. Esta mejora llegará a través de dos
contribuciones. En la primera se propone una nueva interpretación de las
trazas como series temporales de eventos, tomando prestado un nuevo
esquema de codificación para modelar la información temporal entre los
eventos. En la segunda se adapta el enmascaramiento para restringir la
autoatención a las actividades de la secuencia de entrada que contribu-
yen a la predicción de tiempos. Esta arquitectura se ha validado en 11
registros de eventos, obteniendo los mejores resultados de forma global
y, en particular, en registros que en los cuales la duración de la traza se
distribuye de manera más uniforme a través de distintas actividades.

1. Introducción

La monitorización predictiva (PPM) [1] es un subcampo de la mineŕıa de
procesos cuyo objetivo es predecir cómo un caso en curso se desarrollará en el
futuro basándose en un registro de eventos de ejecuciones anteriores. La entrada
principal a este campo es una ejecución parcial de una traza (secuencia de even-
tos) de un caso en curso hasta el momento actual. Aprovechando la información
sobre ejecuciones pasadas de un registro histórico de eventos, pretende realizar
predicciones sobre el futuro para pronosticar cuál será la siguiente actividad,
cuándo tendrá lugar, o el valor de cualquier otro atributo relacionado con el
proceso que pueda ser de interés para el dominio de aplicación.

Una de las dificultades más imperativas en PPM es la predicción del tiempo
restante de los casos en ejecución [2], definido como el tiempo necesario para
que un proceso esté completo. Su estimación precisa en tiempo de ejecución es
una cuestión que se ha planteado recientemente como uno de los retos en la
gestión de procesos de negocio, ya que es cŕıtico en muchas aplicaciones tanto
desde el punto de vista del cliente como de la organización [3], por ejemplo, para
poder dar una estimación del tiempo restante para reclamar un seguro durante
la llamada de un cliente a su compañ́ıa de seguros.
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2 N. Suárez-Barro et al.

Son muchas las técnicas de aprendizaje automático que se han propuesto pa-
ra aprender modelos predictivos para este problema, si bien las aproximaciones
basadas en aprendizaje profundo son las que mejores resultados han obtenido
[4]. En particular, las aproximaciones basadas en recurrentes [5,6,7,8,9] han des-
tacado por su capacidad para modelar datos de naturaleza secuencial. A pesar
de ello, las redes recurrentes son bien conocidas por sus limitaciones en cuanto
a paralelización, modelado de dependencias a largo plazo e inconvenientes co-
mo el olvido catastrófico [4]. Al procesar secuencias largas, el gradiente de la
función de pérdida puede hacerse muy pequeño o muy grande a medida que se
propaga en el tiempo, lo que dificulta que las redes recurrentes (RNNs) apren-
dan dependencias a largo plazo. Además, la nueva información puede sustituir
a la antigua, lo que hace que el modelo sea reacio a retener conocimiento. Por
ello, recientemente han surgido enfoques basados en atención conocidos como los
transformadores [10] para superar estos problemas y proporcionar un modelado
mejorado de las trazas para la monitorización predictiva [11,12,13]. Sin embargo,
la mayoŕıa de estos enfoques traducen directamente modelos de procesamiento
del lenguaje sin preocuparse de adaptarlos a las caracteŕısticas intŕınsecas de
la mineŕıa de procesos, dejando margen de mejora en muchos aspectos de su
arquitectura, como la incorporación de la dimensión temporal o un modelado de
la entrada más adecuado a la naturaleza de las trazas.

Para ello, proponemos un nuevo esquema de codificación que enriquece la
semántica de las trazas incorporando el tiempo entre eventos en su represen-
tación, inspirado en el campo del análisis de series temporales [14] y en cómo
tratan la codificación del tiempo cuando los intervalos de muestreo no son regu-
lares. También analizamos el mecanismo de atención para adaptarlo mejor a las
caracteŕısticas de la mineŕıa de procesos. Nuestra propuesta, comparada con las
aproximaciones del estado del arte en la predicción del tiempo restante, se evaluó
en 11 conjuntos de datos estándar en la mineŕıa de procesos. Los resultados ob-
tenidos mejoran, en general, todas las propuestas del estado del arte, aunque no
existe ninguna configuración de nuestra aproximación que sea significativamente
mejor desde un punto de vista estad́ıstico.

2. Enfoque basado en Transformadores

La Fig. 1 muestra la arquitectura basada en transformadores para la mo-
nitorización predictiva. Se inspira en ProcessTransformer [11], que ha sido
modificada para mejorar la representación de trazas y el mecanismo basado en
la atención. La arquitectura original tiene dos tipos de entradas: la secuencia de
actividades que ya han sido ejecutadas (codificadas mediante embeddings) y tres
caracteŕısticas temporales normalizadas (el tiempo transcurrido desde el inicio de
la traza y los tiempos desde las dos actividades anteriores hasta la actividad ac-
tual). Estas caracteŕısticas temporales pasan por una capa densa (feed-forward),
mientras que la representación de las actividades basada en embeddings es la
entrada a un bloque transformador con autoatención multi-cabeza. Tras varias
capas de abandono (drop-out) y normalización, se utiliza una capa de agrupa-
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mienoto promedio (global average pooling) para resumir la información extráıda
del transformador y ajustar su dimensión para poder concatenar esta salida con
la de la capa densa. Por último, las capas posteriores emplean la representación
latente extráıda tanto por el bloque codificador como por la capa densa para
emitir una predicción numérica del tiempo restante estimado.

Esta arquitectura presenta dos inconvenientes principales: en primer lugar,
la perspectiva temporal del proceso no se capta adecuadamente, ya que los even-
tos tienen marcas temporales irregulares y aśıncronas. Este problema se aborda
considerando tres caracteŕısticas temporales que, sin embargo, son una simplifi-
cación del modelado temporal de eventos (¿por qué estas tres caracteŕısticas y no
otras?); y en segundo lugar, el mecanismo de autoatención evalúa la influencia
que todas las actividades de entrada tienen entre śı. Aunque esta estrategia es
adecuada para el procesamiento del lenguaje natural (PLN), en la predicción del
tiempo restante, las actividades que ocurren después de una actividad no tienen
influencia sobre dicha actividad porque aún no han ocurrido. En las siguientes
subsecciones describiremos cómo se han abordado estas dos cuestiones.

2.1. Esquema de codificación temporal

Los transformadores fueron expresamente diseñados para procesar lenguaje
natural y, por tanto, no están preparados para tratar con la dimensión temporal:
suelen emplear codificación posicional [10] (Fig. 2a) para inyectar información
sobre la posición absoluta de los tokens (palabras, actividades) en la secuencia,
de forma que solo su orden pueda ser explotado por el modelo. Sin embargo,

Figura 1: Arquitectura basada en transformadores para la predicción de tiempos.
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4 N. Suárez-Barro et al.

en nuestra propuesta se ha considerado un método de codificación temporal [15]
(Fig. 2b), en el que se utilizan funciones trigonométricas para representar cada
marca de tiempo. En este enfoque, el tiempo transcurrido desde el comienzo
del caso se calcula para capturar las distancias temporales y, a continuación,
se utiliza una transformación logaŕıtmica en los intervalos de tiempo para nor-
malizar la escala y gestionar el amplio rango de valores. Por último, se aplican
funciones trigonométricas para codificar los intervalos de tiempo normalizados,
garantizando una representación única y continua para cada intervalo. La Fig. 2
representa visualmente las diferencias entre cada técnica, donde pos representa
la posición en la secuencia, y tj es la marca de tiempo del j ésimo evento.

Esta codificación temporal se utiliza en lugar de la codificación posicional
(capa azul en Fig. 1), produciendo un nuevo embedding para cada actividad de
la secuencia que contiene información temporal en lugar de posicional. Además,
teniendo en cuenta que la codificación temporal está incorporando expĺıcitamente
información sobre el tiempo transcurrido desde el inicio de la traza, aśı como
impĺıcitamente información sobre las distancias temporales entre los eventos;
las tres caracteŕısticas de tiempo utilizadas en ProcessTransformer pueden ser
omitidas, lo que implica eliminar las capas resaltadas en verde en Fig. 1.

2.2. Autoatención: Enmascaramiento de la secuencia de actividades

En el PLN se pueden encontrar tanto referencias retrospectivas como pros-
pectivas. Las referencias retrospectivas tienen lugar cuando una palabra remite

(a)

(b)

Figura 2: Codificación posicional (a) v.s. codificación temporal (b)
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Figura 3: Efecto del enmascaramiento causal

a otra que apareció antes en la frase, mientras que las referencias prospectivas
anticipan algo que aparecerá más adelante. Estos dos tipos de referencias pue-
den extrapolarse a la semántica de los procesos: las referencias retrospectivas
representan la idea de que los eventos están influidos por su historia de even-
tos pasados, mientras que las prospectivas indicaŕıan que los eventos pasados
estaŕıan influidos por eventos que aún no se han producido. En PPM, las refe-
rencias prospectivas no tienen sentido, ya que una actividad no puede influir en
otras que aún no han ocurrido, lo que significa que el mecanismo de autoatención
debe configurarse para permitir únicamente influencia pasada.

Haremos cumplir esta restricción mediante el enmascaramiento de la atención
para aproximaciones basadas en transformadores. La máscara permite configu-
rar el mecanismo de autoatención indicando qué actividades están influidas por
las demás. En la arquitectura propuesta, se configura una máscara causal para
evitar que se calcule la influencia que tienen las actividades futuras (permitiendo
únicamente dependencias hacia atrás). La Fig. 3 representa la forma matricial
de la máscara causal y su impacto en la representación de cada evento.

3. Evaluación

Hemos llevado a cabo una serie de experimentos para medir el rendimiento de
la arquitectura propuesta basada en transformadores. Estos experimentos se han
llevado a cabo sobre 12 conjuntos de datos comúnmente utilizados en la comu-
nidad cient́ıfica de monitorización predictiva, incluyendo los registros de eventos
correspondientes a BPIC2012 1 (6 conjuntos de datos), BPIC2013 2 (2 conjuntos
de datos), Sepsis3, Env. Permit4, y Helpdesk5. La Fig. 4 muestra visualmente

1 DOI: 10.4121/uuid:3926db30-f712-4394-aebc-75976070e91f
2 DOI: 10.4121/uuid:c2c3b154-ab26-4b31-a0e8-8f2350ddac11, 10.4121/uuid:500573e6-
accc-4b0c-9576-aa5468b10cee

3 DOI: 10.4121/uuid:915d2bfb-7e84-49ad-a286-dc35f063a460
4 DOI: 10.4121/uuid:c399c768-d995-4086-adda-c0bc72ad02bc
5 DOI: 10.4121/uuid:0c60edf1-6f83-4e75-9367-4c63b3e9d5bb
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6 N. Suárez-Barro et al.

Figura 4: Distribución de la duración de las trazas en los registros de eventos.

la distribución de la duración de las trazas para cada conjunto de datos, y la
Fig. 5 muestra la distribución de la duración de los eventos encontrados en cada
registro, donde la duración del evento se calcula tomando el tiempo transcurrido
desde la generación de dicho evento hasta la aparición del siguiente.

Para una experimentación justa nos basamos en la metodoloǵıa de [4] bajo
las mismas condiciones: una validación cruzada de 5 particiones, dividiendo la
partición de entrenamiento en una distribución de trazas 80%-20% para obtener
un conjunto de validación. Este conjunto se utiliza para encontrar el modelo de
mejor rendimiento, en términos de la época con el error de validación más bajo.

Para ello, primero comparamos ProcessTransformer [11] contra cuatro de
las principales propuestas del estado del arte, a saber, Camargo [7], Frances-
comarino [16], Navarin [6], y Tax [5]. A continuación, comparamos el mejor de
estos enfoques con diferentes configuraciones de la arquitectura propuesta. Entre
estas configuraciones distinguimos entre las que presentan codificación temporal
TE (que pueden tener enmascaramiento causal causal-masking y/o prescindir
de las caracteŕısticas temporales de [11] no-time), y las que utilizan en su lugar
el esquema de codificación posicional del modelo original PT (con/sin enmasca-
ramiento causal, caracteŕısticas temporales y mecanismo de atención no-att).

Para la comparación se utiliza el MAE medio sobre todos los prefijos, donde
el error absoluto medio (MAE) muestra la diferencia media entre la marca de
tiempo predicha y la real para cada caso, proporcionando una estimación fiel
y comprensible de cuánto difieren nuestras predicciones de la realidad. Sin em-
bargo, promediar el MAE para todas las secuencias no es una buena opción, ya
que en un conjunto de datos desequilibrado en términos de longitud del prefijo
(k) conducirá a resultados capciosos. Para obtener la estimación menos sesgada
posible, calculamos el MAE para cada longitud de prefijo y promediamos los
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Figura 5: Distribución de la duración de los eventos para los conjuntos de datos.

resultados para todos los tamaños. Esto garantiza que cada longitud del prefijo
tenga el mismo peso en el cálculo del resultado final, lo que hace que la me-
dida sea independiente de la longitud más común y garantiza que los errores
cometidos para todos los tamaños de prefijo tengan la misma importancia.

3.1. Resultados

La Tabla 1a confirma la supremaćıa de los resultados obtenidos por Pro-

cessTransformer [11], que supera a todas las baselines existentes y alcanza la
primera posición en casi todos los registros de eventos, mejorando en la mayoŕıa
de los casos 2 ó 3 d́ıas a la segunda mejor propuesta, que es la de Navarin [6].
Su mejora más significativa se produce en BPI13 CP, reduciendo a la mitad el
error de las mejores marcas anteriores.

Por un lado, la Tabla 1b muestra los resultados para las diferentes configura-
ciones de nuestra propuesta. Aśı, las configuraciones basadas en la codificación
temporal no superan en general a la original. Esto puede explicarse por el fuerte
sesgo a la izquierda en la duración de las trazas (Fig. 4) y los escasos eventos
contribuyendo a la duración total del caso en la mayoŕıa de registros (Fig. 5).
Si casi todos los eventos ocurren en el mismo momento o uno muy cercano, la
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codificación temporal apenas codificará información valiosa y será propensa a
introducir ruido en los embeddings de los eventos. Sin embargo, en Helpdesk y
BPI13 I, registros en los que la duración de la traza se distribuye de forma más
uniforme a través de diferentes tipos de actividades y no depende de una única
tarea, los enfoques basados en codificación temporal obtienen mejores resultados.

Por otro lado, los resultados obtenidos para los enfoques con codificación
posicional parecen mostrar que no-att y no-time son los que arrojan los mejores
resultados: ambas configuraciones obtienen el error más bajo en 4 de los 11
registros, además de otros dos segundos o terceros puestos. Sin embargo, en
términos relativos, el enfoque PT causal-masking no-time obtiene resultados
muy similares, e incluso mejores, que los de estos dos enfoques, manteniéndose
muy cerca en los conjuntos de datos en los que es peor (como BPI12, BPI12 C,
BPI O, Env. Permit) y siendo significativamente mejor en otros registros (como
SEPSIS, Helpdesk, BPI13 I). El rendimiento de esta aproximación, en la que no
se tienen en cuenta las caracteŕısticas temporales, puede explicarse por la baja
duración de la mayoŕıa de las trazas, con pocos eventos que contribuyan a esta
duración. Aśı, los valores de las caracteŕısticas temporales seŕıan muy similares y
pequeños, lo que implicaŕıa una contribución mı́nima a la predicción del tiempo.

A la luz de estos resultados, resulta dif́ıcil comprender cuál es el mejor enfo-
que. Para ello, hemos aplicado una prueba de rango alineado de Friedman con un
nivel de significación de 0,05 para clasificar las aproximaciones siguiendo criterios
estad́ısticos de comparación. La Tabla 2 contiene los resultados obtenidos por es-
ta prueba, mostrando que las configuraciones basadas en codificación posicional

Tabla 1: Resultados de la experimentación, donde la primera, segundo y mejor
aproximación se ha resaltado en azul, naranja y amarillo, respectivamente.

(a) ProcessTransformer frente a las propuestas del estado del arte.

(b) ProcessTransformer en comparación con distintas configuraciones de la propuesta
basada en transformadores
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Tabla 2: Resultados del algoritmo Friedman Aligned Ranking.

Rank Model

54.95 PT causal-masking no-time

55.20 PT no-att

56.60 PT no-time

57.70 PT TE no-time

58.90 PT causal-masking

59.40 ProcessTransformer

59.40 PT TE causal-masking no-time

59.55 PT no-att no-time

60.50 PT TE causal-masking

62.80 PT TE

72.40 Navarin

96.60 Camargo (random)

103.90 Camargo (argmax)

136.60 Tax

138.00 Francescomarino

tienen un ranking muy ajustado, siendo siempre mejores que las configuracio-
nes basadas en codificación temporal, excepto para la codificación temporal sin
caracteŕısticas temporales. Estos resultados confirman que el enmascaramiento
causal y las caracteŕısticas temporales superan al ProcessTransformer, sin em-
bargo, parece que una combinación de ambos (PT TE no-time) no mejora los
resultados, siendo necesaria más investigación para abordar esta cuestión.

4. Conclusiones

Hemos propuesto una nueva forma de redefinir las trazas y enriquecer su
representación incorporando información temporal. Este novedoso esquema de
codificación ha demostrado ser tan capaz como el enfoque ProcessTransformer
de capturar la información temporal relevante para la predicción, e incluso ha
mejorado resultados para registros en los que la distribución de duraciones de
eventos o trazas estaba equilibrada. Además, el empleo de una máscara causal
para evitar la influencia de futuros eventos del prefijo en la representación de los
pasados ha supuesto mejoras notorias para conjuntos de datos complejos, en los
que múltiples actividades diferentes tienen un efecto sobre la duración final del
proceso, ayudando a centrarse en las relaciones más relevantes a explotar.

A partir de nuestra experimentación mostramos que una arquitectura des-
provista de mecanismos de autoatención y/o de información temporal, puede
superar a un modelo más completo para algunos registros concretos. Además,
con solo combinar una codificación adecuada de nuestros datos con capas apila-
das densas, de abandono, normalización y agrupamiento podemos extraer sufi-
ciente información para modelar la predicción del tiempo restante mejor que los
modelos basados en recurrencias, como se ha demostrado emṕıricamente.
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