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Resumen El contexto de ejecución en un proceso, entendido como las
actividades que rodean un evento y sus relaciones, es una información
especialmente útil para las técnicas de mineŕıa de procesos en diferen-
tes problemas como la monitorización predictiva o la detección de ano-
maĺıas y la reconstrucción de eventos. No obstante, la representación de
este contexto de ejecución apenas ha sido estudiada en la comunidad
de la mineŕıa de procesos y las propuestas existentes se basan princi-
palmente en la aplicación directa de los word embeddings, espećıficos del
ámbito del procesamiento del lenguaje natural. En este art́ıculo presen-
tamos dos técnicas basadas en modelos de aprendizaje profundo para
generar embeddings capaces de capturar información contextual sobre
las actividades de un proceso. Estas técnicas han sido integradas en una
arquitectura de referencia y evaluadas sobre 8 registros de eventos de
procesos reales en el ámbito de la monitorización predictiva. Los resul-
tados muestran una mejora significativa en la predicción de la siguiente
actividad, lo que indica que nuestros embeddings son capaces de capturar
información contextual útil para mejorar las predicciones.

Keywords: Mineŕıa de procesos · Monitorización predictiva · Aprendi-
zaje profundo · Embeddings

1. Introducción

Las técnicas de mineŕıa de procesos buscan extraer información útil que pue-
da ayudar a las organizaciones a comprender y mejorar sus procesos a partir de
los registros de eventos disponibles [1]. Para ello, es necesario analizar el contexto
de ejecución, es decir, conocer las relaciones entre los eventos y entender cómo la
ejecución de una actividad depende de las actividades que la rodean. Esta infor-
mación contextual toma especial relevancia en ámbitos como la monitorización
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fesional (acreditación 2019-2022 ED431G-2019/04), el Fondo Europeo de Desarrollo
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tro de Investigación del Sistema Universitario Gallego, y el Ministerio de Ciencia e
Innovación (ayudas TED2021-130374B-C21 y PID2020-112623GB-I00).
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2 P. Gamallo-Fernández et al.

predictiva, que permite predecir el desarrollo futuro de un caso de ejecución en
curso del proceso a partir de la información de los eventos registrados hasta ese
punto.

Las propuestas basadas en aprendizaje profundo son el estado del arte en
monitorización predicitiva, especialmente aquellas basadas en redes neuronales
recurrentes (RNN) [5], debido a la naturaleza secuencial de los procesos [8]. No
obstante, los esfuerzos se han centrado principalmente en la mejora de la ar-
quitectura del modelo predictivo, limitándose a usar codificaciones clásicas de
eventos como los vectores one-hot, que no proporcionan información sobre el
contexto de ejecución de la actividad que representan. Para superar esta limi-
tación, algunos enfoques han introducido representaciones vectoriales continuas
conocidas como embeddings para incorporar información contextual relacionada
con la ejecución de una actividad. Estos enfoques se basan en la aplicación de la
técnica de word embeddings del campo del procesamiento del lenguaje natural
(PLN), ignorando las diferencias entre un proceso y un documento textual:

En PLN, una palabra repetida puede usarse para acentuar el significado
de la oración mientras que, en un proceso, una actividad repetida puede
determinar una anomaĺıa o un nuevo flujo de ejecución.
Alternar el orden de dos palabras normalmente no modifica el significado
global de la frase, pero dos actividades intercambiadas pueden representar
procesos totalmente distintos.

Motivados por las ventajas de la representación con embeddings, en este
art́ıculo presentamos dos nuevas propuestas basadas en modelos de aprendi-
zaje profundo para la generación y el entrenamiento de embeddings que corrigen
estos dos problemas. Estas propuestas han sido comparadas en el ámbito de la
monitorización predictiva con respecto a la codificación one-hot, que no aporta
ningún tipo de información contextual, y otro enfoque común: el uso de una
matriz de embeddings directamente conectada al resto del modelo de predicción
que se entrena y actualiza conjuntamente con este. Usando validación cruzada
y registros de eventos de procesos reales, estudiamos las ventajas de preentre-
nar los embeddings espećıficamente para capturar el contexto de ejecución en
comparación con las otras dos representaciones.

El art́ıculo se estructura de la siguiente manera. La sección 2 revisa los traba-
jos relacionados con el uso de embeddings en la mineŕıa de procesos. La sección
3 describe las dos propuestas de generación de embeddings presentadas en es-
te trabajo. La sección 4 presenta la experimentación realizada y los resultados
obtenidos. Por último, la sección 5 expone las conclusiones y el trabajo futuro.

2. Trabajo relacionado

El uso de los embeddings como técnicas de codificación de la entrada en moni-
torización predictiva es un tema relativamente reciente. Estudios recientes, como
los realizados por Evermann et al. [5] y Mauro et al. [4], han propuesto arquitec-
turas predictivas basadas en redes LSTM (Long Short-Term Memory) y CNN
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(Convolutional Neural Network), respectivamente, que emplean embeddings pa-
ra representar las variables categóricas de la entrada como las actividades y
los recursos. Estos embeddings se generan mediante una capa de embeddings,
una matriz de pesos que actúa como un diccionario de búsqueda y devuelve
un vector de representación para cada ı́ndice de entrada basado en los pesos
correspondientes. La capa de embeddings se adjunta al modelo de predicción y
se entrena simultáneamente, actualizando los pesos a medida que se aprenden
las predicciones. Sin embargo, la principal desventaja de este enfoque es que los
pesos de la capa de embeddings cambian durante el entrenamiento, lo que hace
que la representación de la actividad vaŕıe y no capture completamente las rela-
ciones entre los elementos desde el principio. Esta variación puede complicar la
convergencia del modelo de predicción.

Para obtener vectores que capturen la información contextual de los eventos,
es necesario preentrenar los embeddings en una tarea de predicción de contexto.
Aunque Camargo et al. [2] utilizaron embeddings preentrenados para abordar la
monitorización predictiva, esta técnica presenta ciertas limitaciones ya que solo
se puede utilizar si los roles están disponibles en el registro de eventos y no con-
sidera eventos previos o posteriores del evento actual durante el entrenamiento.
Otros estudios en mineŕıa de procesos, como los realizados por Barbon et al.
[6] y De Koninck et al. [3], también han utilizado embeddings preentrenados,
mostrando su potencial en la mineŕıa de procesos. Aunque la mayoŕıa de estos
enfoques se centran en proponer representaciones a nivel de traza, algunos, co-
mo act2vec [3], podŕıan utilizarse en la monitorización predictiva. Sin embargo,
están limitados a la aplicación directa de la técnica original de Skip-gram [7] del
PLN y no capturan las peculiaridades del contexto de ejecución de la mineŕıa
de procesos, como la importancia del orden o la repetición de las actividades en
una traza. En contraste con dichas propuestas, en este trabajo proponemos un
enfoque novedoso para generar representaciones más precisas de las actividades
y su información contextual que supera estas limitaciones.

3. Propuesta

Esta sección detalla dos propuestas nuevas para la generación y el entrena-
miento de embeddings para representar actividades en una traza. Aunque nos
centramos en el campo de la monitorización predictiva, el objetivo de ambas
propuestas es generar embeddings de calidad para representar datos categóricos
(actividades, recursos, atributos...) aplicables a cualquier tarea de mineŕıa de
procesos.

3.1. ACOV: All Context in One Vector

Partiendo de la idea original del Skip-gram [7] propio del PLN, en esta pro-
puesta los embeddings son generados entrenando un modelo de aprendizaje pro-
fundo simple capaz de predecir, dada una actividad, su contexto. La principal
diferencia entre ACOV y Skip-gram reside en la salida del modelo: en lugar de
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predecir cada palabra del contexto individualmente, el modelo propuesto predice
conjuntamente todas las actividades pertenecientes al contexto de la actividad
que recibe como entrada. Para ello, la salida del modelo es un vector con tantos
elementos como actividades diferentes existen en el proceso, donde todos aque-
llos elementos que representan una actividad perteneciente al contexto toman
valor 1, y 0 en caso contrario.

Para definir el contexto empleamos la técnica de la ventana deslizante. Por
ejemplo, dada una traza σ = ⟨A,E,C, F,C,D⟩ donde E es la actividad actual y el
tamaño de la ventana de contexto es 2, el contexto estará formado por el conjunto
de actividades [A,C, F ]. La pareja actividad-contexto resultante se muestra en
la Figura 1. A continuación, la ventana se desplaza hasta la siguiente actividad
generando una nueva pareja actividad-contexto, y aśı sucesivamente hasta cubrir
todas las actividades de la traza. El tamaño de la ventana es un hiperparámetro
del modelo. Un tamaño mayor aporta más información contextual sobre cada
actividad pero puede verse más afectado por la variabilidad de las trazas en
el registro de eventos. Un tamaño menor, por contra, captura las relaciones
existentes con un conjunto de actividades menor, pero facilita un entrenamiento
más estable y robusto.

0Actividad
actual

Actividades
del contexto 1

0 0 0 1 0

0 1 0 0 1

A B C D E F

Figura 1. Pareja representando la actividad actual E y su contexto para la traza
⟨A,E,C, F,C,D⟩ en ACOV

La Figura 2 muestra la arquitectura del modelo de esta aproximación, basada
en una red neuronal totalmente conectada de una única capa oculta. La capa
de entrada consta de n neuronas, donde n es el número de actividades distintas
en el proceso. El número de neuronas s en la capa oculta se corresponde con el
tamaño del embedding, que es otro hiperparámetro del modelo. El valor de cada
una de las neuronas de esta capa se calcula con la suma ponderada, descrita en
Eq. 1. La peculiaridad en este caso es que el valor del sesgo b es siempre 0. Esto
se debe a que los pesos w conforman directamente los embeddings que se extraen
al final, por lo que ningún otro valor debe intervenir durante el entrenamiento.
Para obtener los valores de la capa de salida se emplea nuevamente la suma
ponderada, aplicando la función de activación sigmoide, que acota los valores
finales entre 0 y 1, devolviendo la probabilidad de cada elemento de formar
parte del contexto.

hj = (

a∑
i=1

xi · wi) + b = XW + b (1)
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x1

...

x2

x3

xn

h1

h2

hs

...

w21

w22
w2s

y1

...

y2

y3

yn

Capa de
entrada Capa oculta Capa de

salida

Figura 2. Arquitectura de ACOV, donde [w21, w22, ..., w2s] es el embedding para la
entrada [0, 1, 0, ..., 0]

Durante el entrenamiento, el modelo se entrena para minimizar la diferen-
cia entre las probabilidades predichas y el vector de contexto original. El error
cometido se calcula empleando la función de la entroṕıa binaria cruzada y los
pesos de la red se actualizan mediante retropropagación. De esta forma, la red
aprende las relaciones existentes entre las actividades que suelen aparecer jun-
tas y captura esta información en sus pesos. Los pesos que conectan la capa de
entrada con la capa oculta se representan como una matriz Wn,s (Eq. 2) donde
el número de filas n es el número de actividades y el número de columnas s es
el tamaño del embedding.

Wn,s =


w11 w12 · · · w1s

w21 w22 · · · w2s

...
...

. . .
...

wn1 wn2 · · · wns

 (2)

Dado que la entrada al modelo es un vector one-hot, es fácil determinar
los pesos que intervienen en cada actividad a la hora de predecir su contexto
—enlaces resaltados en rojo en la Figura 2—. De esta forma, los pesos de la
actividad i, que contienen su información contextual, se corresponden con la fila
i de la matriz Wn,s, la cual conforma su embedding.

3.2. MOVC: Multiple one-hot in one vector

ACOV presenta dos limitaciones que pueden ser significativas para obtener
la información contextual de las actividades:

1. El modelo sólo es capaz de predecir la probabilidad de que una actividad
pertenezca al contexto de ejecución de otra. Esta representación no permite
tener en cuenta las repeticiones de una actividad en el contexto de otra, lo
que suele denotar una mayor relación entre ellas.
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2. Tampoco recoge información sobre la posición en la ventana de una actividad
con respecto a la actual, es decir, se tienen en cuenta todas las actividades
del contexto por igual. Sin embargo, parece razonable pensar que, cuanto
más cercana esté una actividad con respecto a otra, más influencia tendrá
sobre ella.

MOVC intenta solventar ambas limitaciones modificando la estrucutra del
vector de contexto. Este enfoque concatena las representaciones one-hot de todas
las actividades del contexto en un único vector, manteniendo su orden en la
traza, lo que permite representar tanto las repeticiones de las actividades como
su posición. La dimensión del vector generado m depende directamente tanto del
tamaño de la ventana de contexto w como del número de actividades únicas n
siguiendo la relación |m| = 2wn, ya que se necesitan w vectores one-hot para el
contexto hacia atrás y w para el contexto hacia delante. La Figura 3 muestra la
pareja actividad-contexto generada para la traza σ = ⟨A,E,C, F,C,D⟩, siendo
la actividad actual E y el tamaño de la ventana 2. En este ejemplo, el contexto
completo estaŕıa representado por el conjunto ordenado S = [0, A,C, F ], ya que
falta una actividad para completar el contexto en el lado izquierdo de la ventana.
El elemento 0 representa un vector, con el mismo tamaño que la representación
one-hot de las actividades, pero con todos sus elementos a 0.

0 0 0 0 1 0

Actividad actual

A B C D E F

0 0 10 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0 0 0 0 0 1

Actividades del contexto

A B C D E F A B C D E F A B C D E F A B C D E F

Figura 3. Pareja representando la actividad actual E y su contexto para la traza
⟨A,E,C, F,C,D⟩ en MOVC

La arquitectura de MOVC se representa en la Figura 4. La capa de salida
aumenta a 2wn neuronas, debido a la representación usada para el vector de
contexto a predecir. El resto del modelo mantiene la misma estructura que en
ACOV, con una capa oculta de s neuronas calculada siguiendo la Eq. 1 man-
teniendo el sesgo a 0. En el entrenamiento, la red se ajusta para predecir las
actividades del contexto y su orden, aprendiendo que los primeros w grupos de
neuronas en la capa de salida representan las actividades anteriores y los últi-
mos w grupos de neuronas representan las actividades siguientes. La lista de
embeddings se extrae de la matriz de pesos Wn,s, obteniendo en cada fila los
embeddings pre-entrenados para cada una de las actividades existentes.
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x1

x2

x3
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h1

h2
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hs

Capa de
entrada Capa oculta

y1

y2
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y2wa

Capa de
salida

...

w21
w22

w2s

...

...

ya+1

ya+2

y2a

...

Figura 4. Arquitectura de MOVC

4. Experimentación y resultados

Para medir la eficacia del entrenamiento de los embeddings capturando in-
formación contextual sobre las actividades hemos llevado a cabo una serie de
experimentaciones en el ámbito de la monitorización predictiva, concretamente
en la predicción de la siguiente actividad. Estos experimentos se han realizado
sobre 8 de los 12 registro de eventos reales empleados por Rama-Maneiro et al.
[8] en su estudio comparativo, omitiendo las variantes de un mismo proceso. Las
caracteŕısticas de estos conjuntos de datos se muestran en el Cuadro 1.

Cuadro 1. Lista de los conjuntos de datos empleados en la experimentación y sus
caracteŕısticas.

Dataset Num. events Num. activities Num. cases Avg. case length Variants

Helpdesk 21348 14 4580 4,66 226

BPI 2012 Comp. 164506 23 13087 12,57 4336

BPI 2012 W Comp. 72413 6 9658 7,50 2263

BPI 2012 A 60849 10 13087 4,65 17

BPI 2013 c.p. 6660 7 1487 4,48 327

BPI 2013 inc. 65533 13 7554 8,68 2278

SEPSIS 15214 16 1050 14,49 846

Env. Permit 8577 27 1434 5,98 116

Como arquitectura de predicción hemos seleccionado el modelo de Tax et al.
[9], por ser el que mejores resultados reporta en la predicción de la siguiente ac-
tividad según la comparativa de Rama-Maneiro et al. [8]. Este modelo, formado
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por dos redes LSTM, recibe las actividades de entrada codificadas como vectores
one-hot. Para llevar a cabo la comparativa sobre los distintos tipos de codifica-
ción, se realizaron cuatro ejecuciones: (i) en la primera —Original— se entrena
el modelo original manteniendo las actividades como vectores one-hot ; (ii) en la
segunda —Emb. Layer—, se añade la capa de embeddings al principio de la red,
de forma que se recibe la secuencia de actividades del prefijo como ı́ndices y se
introducen en la primera capa LSTM los embeddings que son entrenados junto
con el resto del modelo; (iii) en la tercera se codifican las actividades del prefijo
empleando los embeddings pre-entrenados con el enfoque ACOV ; y (iv) en la
última se realiza el mismo entrenamiento de ACOV pero con los embeddings ex-
tráıdos del modelo MOVC. Como el número de actividades es bajo en todos los
conjuntos de datos, en los tres últimos casos —(ii), (iii) y (iv)— el tamaño del
embedding se ha fijado en el mismo valor que el número de actividades diferentes
en el proceso. Para las ejecuciones con ACOV y MOVC se ha seleccionado un
tamaño de la ventana de contexto de 2. Tras diversas experimentaciones, este
valor es el que ofrece mejores resultados, ya que la longitud media de las trazas
oscila entre 4 y 14 para todos los conjuntos de datos y tamaños de ventana mayo-
res tienden a cubrir todo el caso de ejecución, generando contextos incompletos
por la izquierda o la derecha.

Cuadro 2. Porcentaje de acierto y F1-Score en la predicción de la siguiente actividad
para las cuatro propuestas comparadas.

Dataset
Accuracy F1-Score

Original Emb. Layer ACOV MOVC Original Emb. Layer ACOV MOVC

Helpdesk 65.67 63.81 71.70 63.75 58.38 56.80 64.44 55.71
BPI 2012 Comp. 66.72 70.08 72.09 73.36 65.54 68.61 68.75 68.65
BPI 2012 W Comp. 75.76 74.39 76.36 76.50 70.34 70.82 72.61 72.37
BPI 2012 A 75.96 75.96 75.96 75.96 68.75 68.89 68.89 68.89
BPI 2013 c.p. 52.72 55.18 57.12 54.53 27.57 35.63 31.31 30.05
BPI 2013 inc. 62.57 62.10 63.19 63.23 55.84 53.64 52.94 55.93
SEPSIS 61.63 60.43 63.14 62.48 59.31 56.44 59.34 58.77
Env. Permit 91.17 91.17 92.25 92.25 90.54 90.68 91.54 91.54

El cuadro 2 muestra los resultados obtenidos para las cuatro aproximacio-
nes, donde cada celda contiene la media del resultado de las 5 ejecuciones de
la validación cruzada. En cada una de las 5 ejecuciones se selecciona un 20%
distinto de los datos como partición de test. En general, empleando los embed-
dings de ACOV y MOVC se obtiene un mejor acierto, lo que confirma que los
embeddings pre-entrenados proporcionan información útil sobre el contexto de
ejecución que permite hacer mejores predicciones. Además de la precisión, el
F1-Score también es más alto, lo que indica que la predicción mejora para to-
das las actividades, especialmente para aquellas menos frecuentes en las que la
representación one-hot falla al no disponer de suficiente información durante el
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entrenamiento. Analizando cada enfoque individualmente, se pueden sacar las
siguientes conclusiones:

La aproximación deMOVC obtiene mejores resultados de precisión que cual-
quier otro enfoque en conjuntos de datos más grandes —BPI 2012 Comp.,
BPI 2012 W Comp. y BPI 2013 inc.—, que tienen más eventos y casos de
ejecución, pero también trazas más largas. Para BPI 2013 inc., el F1-Score es
el más alto de todos los enfoques, mientras que para BPI 2012 Comp. y BPI
2012 W Comp. el puntaje es ligeramente menor que en ACOV pero mayor
que en Original y Emb. Layer. Un mayor número de eventos y casos permite
un entrenamiento más completo de los embeddings y, por lo tanto, captura
más información contextual útil para aumentar el acierto de la predicción.
Estos conjuntos de datos también tienen el mayor número de variantes de
trazas, lo que muestra que los embeddings de MOVC también proporcionan
información valiosa para ayudar al modelo a predecir estas variaciones.
El modelo ACOV logra los mejores niveles de acierto en Helpdesk, BPI 2013
c.p. y SEPSIS, con Helpdesk y SEPSIS también mostrando el mejor F1-
Score. Estos conjuntos de datos tienen el menor número de casos y eventos.
Por lo tanto, los embeddings también pueden proporcionar cierta información
contextual en registros de eventos con menos muestras de entrenamiento,
donde el vector one-hot no logra buenos resultados. De hecho, en otro de
los conjuntos de datos más pequeños —Env. Permit—, Original y Emb.
Layer empatan en lo que parece ser el ĺımite de predicción sin información
adicional, sin embargo, tanto ACOV como MOVC mejoran en la misma
medida.
El modelo Emb. Layer solo logra una precisión mejor que Original en 2
conjuntos de datos, aunque peor que ACOV y MOVC en todos los conjuntos
de datos excepto BPI 2012 A. Este conjunto de datos destaca por tener solo
17 variantes a pesar de tener muchas trazas, por lo que todos los modelos,
independientemente de la representación, consiguen la misma precisión. Todo
ello indica que Emb. Layer no es capaz de capturar información útil sobre
el contexto de ejecución.

5. Conclusiones

En este trabajo hemos presentado dos enfoques novedosos para la generación
de embeddings pre-entrenados enfocados a la representación de eventos en el
ámbito de la mineŕıa de procesos. En el primer enfoque, el contexto se representa
como un vector con tantos elementos como actividades únicas en el conjunto
de datos, donde cada elemento toma el valor 1 si la actividad correspondiente
aparece en el contexto y 0 en caso contrario. En el segundo enfoque, el contexto es
la concatenación de las representaciones one-hot de cada actividad del contexto,
lo que también permite representar actividades repetidas y su orden en la traza.

Los embeddings generados por ambas técnicas mejoran los resultados obte-
nidos en la tarea de predicción de la siguiente actividad cuando se utilizan para
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representar las actividades del proceso en lugar de utilizar la codificación one-hot
o los embeddings entrenados conjuntamente con el modelo de predicción. En par-
ticular, cuanto mayor es el número de datos disponibles para el entrenamiento,
mejores son los resultados obtenidos utilizando el segundo enfoque propuesto.

Como trabajo futuro, la experimentación llevada a cabo en este trabajo se
ampliará para representar otros datos categóricos como recursos o roles, o com-
binaciones de ellos, al igual que su aplicación en otros campos de la mineŕıa de
procesos. Además, dados los buenos resultados obtenidos utilizando este tipo de
arquitecturas, posibles ampliaciones analizarán modelos más avanzados como las
redes bidireccionales.
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