
Esta obra está bajo una licencia Creative Commons “Atribución-NoComercial-SinDerivadas 4.0 Internacional”.

Redes tensoriales aplicadas a redes neuronales
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Resumen Las redes tensoriales constituyen un marco versátil y eficaz
para la simulación de sistemas cuánticos. Aunque su capacidad de re-
presentación se ve limitada en sistemas con un entrelazamiento elevado,
se ha demostrado su eficacia en la simulación de procesadores cuánticos.
Actualmente se está explorando su utilidad en diversas áreas del aprendi-
zaje automático cuántico, incluyendo algoritmos cuánticos variacionales.
Este trabajo evalúa el rendimiento y la eficiencia de las redes tensoriales
en redes neuronales h́ıbridas cuántico-clásicas.
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1. Introducción a las redes tensoriales

Actualmente, la computación cuántica se sitúa en la era NISQ (Noisy In-
termediate Scale Quantum), caracterizada por un hardware costoso, un número
limitado de qubits y una alta susceptibilidad al ruido, lo cual dificulta su es-
calabilidad. Ante estas limitaciones, la simulación clásica resulta esencial para
explorar nuevos algoritmos y analizar el potencial cuántico sin depender exclu-
sivamente del hardware real. Sin embargo, la dimensión de los estados cuánticos
crece de forma exponencial con el número de qubits, requiriendo gran cantidad
de recursos de computación. Para mitigar este problema, han surgido métodos
aproximados clásicos, destacando las redes tensoriales (TNs). Estas redes son
capaces de emular estados y operaciones cuánticas de forma compacta. Además,
poseen gran potencial en aprendizaje automático al comprimir modelos con alta
precisión, fortaleciendo la conexión entre inteligencia artificial y f́ısica cuántica.

1.1. Fundamentos

Las TNs se fundamentan en la teoŕıa de tensores, que generaliza el concepto
de vectores y matrices a dimensiones superiores. Un tensor de rango n se define
como un elemento del espacio Cd1×d2×···×dn , donde cada ı́ndice ik recorre valores
de 1 a dk. El rango de un tensor es el número de ı́ndices: un tensor de rango
0 es un escalar, un tensor de rango 1 es un vector y un tensor de rango 2 es
una matriz. Una operación central en el manejo de tensores es la contracción
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de ı́ndices. Esto generaliza la multiplicación matricial y permite reducir el rango
del tensor resultante. En la ecuación 1 tenemos un ejemplo.

Tik =
∑
j

AijBjk (1)

Para visualizar estas operaciones, podemos usar una notación gráfica [4] para
representar las TNs y entender mejor sus contracciones. En esta notación, cada
nodo representa un tensor y cada ĺınea saliente del mismo representa un ı́ndice
libre o en contracción. Cada ĺınea que conecta dos tensores indica que ambos
tensores están contráıdos con respecto a un ı́ndice común. Las ĺıneas que solo
salen de un tensor, sin conectar con otro, representan ı́ndices libres.

Una TN es, por tanto, una representación gráfica de una ecuación multilineal
entre diferentes tensores. Un ejemplo se presenta en la Fig. 1, donde se muestra
la TN que representa la contracción de la ecuación 1.

A B

i

j

k

Figura 1: Red tensorial representando el 2-tensor Tik

1.2. Tipos y Algoritmos

Se han propuesto diversas arquitecturas de TNs para abordar la simulación
de sistemas cuánticos complejos. Entre ellas destacan MPS (Matrix Product
States), que permiten representar de manera eficiente estados en sistemas uni-
dimensionales con bajo entrelazamiento cuántico e interacciones locales y PEPS
(Projected Entangled Pair States), que extienden los MPS para simular sistemas
bidimensionales a costa de un mayor coste computacional [2]. Por otro lado, se
han desarrollado algoritmos espećıficos para la manipulación y optimización de
estas redes; DMRG (Density Matrix Renormalization Group), un método para
optimizar estados MPS en sistemas unidimensionales con interacciones locales,
y TEBD (Time Evolving Block Decimation), que facilita la simulación de la
evolución temporal de sistemas descritos mediante MPS [1].

2. Simulación cuántica

La simulación de circuitos cuánticos trata de representar estados cuánticos,
como el de la ecuación 2, sin usar hardware cuántico.

|Ψ⟩ =
∑

s1,...,sN

Cs1,...,sN |s1, . . . , sN ⟩ (2)

Cs1,...,sN contiene 2N parámetros para N qubits, volviéndose intratable para
grandes sistemas.

A
gu

ila
r,

 I.
, T

ira
do

, J
. A

., 
P

la
ta

, O
., 

G
ut

ie
rr

ez
, E

.: 
R

ed
es

 te
ns

or
ia

le
s 

ap
lic

ad
as

 a
 r

ed
es

 n
eu

ro
na

le
s 

cu
án

tic
as

: e
va

lu
ac

ió
n 

de
 e

fic
ie

nc
ia

 y
 r

en
di

m
ie

nt
o.

 In
: B

ur
gu

eñ
o,

 L
. (

ed
.)

 A
ct

as
 d

e 
la

s 
X

X
IX

Jo
rn

ad
as

 d
e 

In
ge

ni
er

ía
 d

el
 S

of
tw

ar
e 

y 
B

as
es

 d
e 

D
at

os
 (

JI
S

B
D

 2
02

5)
. S

is
te

de
s 

(2
02

5)
. h

ttp
s:

//h
dl

.h
an

dl
e.

ne
t/1

17
05

/J
IS

B
D

/2
02

5/
92

https://creativecommons.org/licenses/by-nc-nd/4.0/deed.en
https://creativecommons.org/licenses/by-nc-nd/4.0/deed.en
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Usando TNs, cada tensor puede representar un estado cuántico individual
(vector de estado) o una operación cuántica (operador). La simulación sigue dos
rutas: (1) mantener abiertas las aristas de los qubits de entrada para obtener la
matriz unitaria completa y (2) cerrarlas asignando valores concretos, generando
aśı un vector complejo de dimensión 2n con todas las amplitudes de probabili-
dad. En ambos casos, la eficiencia depende cŕıticamente de escoger un orden de
contracción de tensores óptimo.

Las redes tensoriales permiten representar un estado cuántico como una MPS
y, mediante descomposición en valores singulares (SVD), truncar la dimensión
de enlace para conservar sólo los valores singulares más significativos. Este pro-
cedimiento es eficaz cuando el entrelazamiento es moderado: en sistemas con
interacciones locales, la entroṕıa crece subexponencialmente, por lo que basta
almacenar unos pocos parámetros en lugar de las 2N amplitudes de un estado
de N qubits. Aśı se reduce drásticamente la complejidad computacional; no obs-
tante, si el entrelazamiento es alto, la dimensión de enlace necesaria crece y el
coste se vuelve inasumible.

Se ha demostrado que TNs bidimensionales (como gPEPS) pueden simular
procesadores cuánticos de IBM (Eagle, Osprey, Condor) [3]. Se logra aśı repre-
sentar la evolución de modelos como Ising en topoloǵıas de conectividad heavy-
hexagon con gran precisión, incluso en evoluciones prolongadas, estableciendo
nuevos puntos de referencia para la simulación clásica de circuitos cuánticos.

3. Aprendizaje Automático Cuántico

En el campo del aprendizaje automático cuántico, las TNs se plantean co-
mo metodoloǵıa eficaz para representar y manipular datos multidimensionales,
capturando interacciones de alto orden [5]. Además, la representación tensorial
facilita la integración de datos clásicos en espacios cuánticos (figura 2), lo que
impulsa la investigación en arquitecturas neuronales h́ıbridas que fusionan el
aprendizaje profundo con las propiedades de la computación cuántica [6].

Figura 2: Esquema simplificado de red neuronal cuántica con red tensorial como
extractor de caracteŕısticas.
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4. Trabajo en Curso

En esta fase preliminar nos proponemos explorar de forma sistemática cómo
influyen las redes tensoriales (TNs) en la eficiencia y el rendimiento de las redes
neuronales cuánticas h́ıbridas (HQNN). El enfoque parte de la idea de que la
estructura multilineal de una TN puede actuar como capa de proyección que
compacta la información antes de ingresar en el circuito variacional, reduciendo el
número de parámetros que el optimizador debe ajustar y aligerando la simulación
clásica durante el entrenamiento.

Para comprobarlo utilizamos imágenes de tamaño 28 × 28 como punto de
partida. Cada imagen se transforma primero en un tensor en forma de ĺınea me-
diante una arquitectura MPS o, alternativamente, en una jerarqúıa de árboles
mediante una MERA. La dimensión de enlace D se prueba en varios valores pe-
queños (D = 2, 4, 8), con la intención de evaluar el compromiso entre capacidad
expresiva y coste computacional. El tensor de salida se reescala y se suministra a
un clasificador cuántico variacional de entre 4 y 8 qubits. Aśı, toda la red cons-
ta de un tramo clásico (tensorial) y uno cuántico, enlazados sin capas densas
intermedias.

Pretendemos utilizar libreŕıas de contracción de TN basadas en GPUs. La
propuesta que planteamos es replicar en paralelo el mismo experimento con una
CNN puramente clásica, de modo que podamos comparar precisión, número
total de parámetros y tiempo por época. Al medir estas tres magnitudes podre-
mos valorar con datos concretos si la reducción de parámetros que promete la
tensorización se traduce en una ventaja práctica y si la precisión se conserva.

Finalmente, planeamos extender el estudio a tamaños de problema mayores
para analizar el comportamiento en la frontera de la era NISQ. Se busca con
este estudio sentar las bases para experimentos con redes neuronales cuánticas
posteriores con hardware cuántico real, ya que son bastante prometedoras como
unión entre los campos de la inteligencia artificial y la computación cuántica.
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