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Resumen El uso de gemelos digitales en el ámbito de la salud ha demos-
trado ser una herramienta valiosa para la simulación de sistemas biológi-
cos y la optimización de tratamientos personalizados. En este art́ıculo
presentamos el desarrollo inicial de un gemelo digital basado en aprendi-
zaje automático para simular el comportamiento de un biosensor, con el
propósito de predecir la respuesta a diferentes concentraciones hormona-
les y conectar el DT del biosensor al sistema inteligente de seguimiento de
la salud antes de que esté desarrollado f́ısicamente. Se recopilaron datos
experimentales de dos prototipos de biosensor y se entrenaron seis mode-
los de aprendizaje automático para encontrar el modelo más adecuado.
Los resultados muestran que el modelo CatBoost Regressor para el pri-
mer biosensor logra una clasificación con alta precisión, mientras que
el modelo Gradient Boosting para el segundo biosensor presenta cierta
confusión en la categoŕıa de medición.

Keywords: Aprendizaje automático · gemelo digital · biosensor · simu-
lación · sistema inteligente de seguimiento de la salud

1. Introducción

Los gemelos digitales (Digital Twins, DTs) han emergido como una tecno-
loǵıa clave para simular el comportamiento de objetos y sistemas f́ısicos en tiem-
po real, permitiendo su análisis predictivo y optimización. En el ámbito de la
salud, los DTs se han aplicado con éxito en diversas áreas, como la detección
temprana de enfermedades, la personalización de tratamientos, la mejora en la
precisión de intervenciones médicas y etc. La integración de inteligencia artificial
ha potenciado significativamente el uso de los DTs, mejorando su capacidad para
analizar grandes volúmenes de datos, detectar patrones complejos y generar mo-
delos altamente precisos. Por ejemplo, en enfermedades como el de Parkinson,
los DTs combinados con modelos de aprendizaje automático han demostrado
alta precisión en la predicción de etapas iniciales [1]. En oncoloǵıa, han permi-
tido identificar vulnerabilidades en los pacientes y la optimización de terapias
personalizadas [2], mientras que en ciruǵıa han mejorado la planificación me-
diante el uso de realidad aumentada [3], [4]. En el contexto de la infertilidad,
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monitorear los niveles hormonales es crucial para mejorar la efectividad de trata-
mientos como la fertilización in vitro. Este trabajo presenta el desarrollo inicial
de un DT para un biosensor hormonal para simular el comportamiento de un
biosensor f́ısico y predecir la respuesta a diferentes concentraciones de las hor-
monas. El art́ıculo se divide en cuatro secciones: introducción, adquisición de
datos y modelado, resultados, conclusiones con limitaciones y próximos pasos en
el desarrollo e implementación del DT en el SHMS.

2. Obtención, Procesamiento y Modelado de Datos

El primer paso es la obtención de datos reales con dos prototipos del bio-
sensor hormonal (gemelos f́ısicos del DT). Cada biosensor está basado en un
transistor de efecto campo (field-effect transistor - FET), cuyas caracteŕısticas
cambian en respuesta a la concentración de hormonas en una muestra. Durante
los experimentos, la muestra utilizada fue solución salina tamponada con fosfa-
to (Phosphate-buffered saline - PBS) mezclada con la hormona 17β-estradiol en
diferentes concentraciones: 0, 30, 100 y 300 pg/ml. Durante los experimentos, se
varió el voltaje de compuerta (Vg) y la concentración de hormonas (ρ), registran-
do la corriente de fuente-drenaje (Isd). Los modelos de aprendizaje automático
se entrenaron utilizando como datos de entrada las variables Isd y (Vg), y carac-
teŕısticas derivadas, incluyendo términos polinómicos, interacciones, derivadas
y área bajo la curva (AUC), para captar patrones complejos. Se evaluaron Li-
near Regression, XGBoost, Random Forest, Support Vector, KNN, CatBoost y
Gradient Boosting para seleccionar el de mejor rendimiento.

3. Resultados

Usando los modelos con mejores resultados, se evaluó cómo predicen la con-
centración hormonal y se compararon los resultados con los datos reales obte-
nidos en los dos biosensores. En la Figura 1 se presentan los resultados com-
parativos de las concentraciones reales de 17β-estradiol y las predicciones de
los modelos utilizados para los biosensores. El modelo seleccionado para pri-
mer biosensor, CatBoost Regressor, logra predecir con gran precisión todas las
concentraciones. Por otro lado, para el segundo biosensor, el modelo Gradient
Boosting captura correctamente los patrones, aunque se observa una desviación
inicial a bajas concentraciones. Para realizar las matrices de confusión, las con-
centraciones hormonales fueron clasificadas en tres niveles: concentraciones bajas
(Low) para valores de hasta 50 pg/mL, concentraciones normales (Normal) entre
51 y 200 pg/mL, y concentraciones altas (High) para valores superiores a 200
pg/mL. La Figura 2 presenta las matrices de confusión para ambos biosensores,
mostrando la precisión de los modelos en la clasificación de las concentraciones
hormonales en las categoŕıas de Low, Normal y High. El modelo CatBoost Re-
gressor para el primer biosensor logra una clasificación sin errores, mientras que
el modelo Gradient Boosting para el segundo biosensor muestra una confusión
en la categoŕıa Normal.
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Esta obra está bajo una licencia Creative Commons “Atribución-NoComercial-SinDerivadas 4.0 Internacional”.

Title Suppressed Due to Excessive Length 3

Figura 1: Comparación de las concentraciones reales y las predicciones del modelo
CatBoost Regressor para el primer biosensor (izquierda) y Gradient Boosting
para el segundo biosensor (derecha).

Figura 2: Matriz de confusión para el primer biosensor (izquierda) con CatBoost
Regressor y para el segundo (derecha) con Gradient Boosting

Los biosensors utilizados mostraron diferencias en las caracteŕısticas de sali-
da y la corriente de fuga (Ig), posiblemente debido a la presencia de fluido en
áreas no pasivadas, afectando su respuesta. Esto limitó la recopilación de datos
similares, por lo que se priorizó la consistencia sobre la cantidad. Los modelos
se entrenaron con biosensores que mostraron una relación lineal entre la concen-
tración de 17β-estradiol y el desplazamiento de voltaje, logrando predicciones
precisas en estos casos. En biosensores con respuesta no lineal, la precisión obte-
nida fue inferior, pero los modelos identificaron correctamente concentraciones
bajas y altas, demostrando su capacidad para captar patrones generales.

4. Conclusiones

En este trabajo, se ha desarrollado un DT inicial basado en aprendizaje
automático para la simulación del biosensor hormonal. A partir de los datos ex-
perimentales obtenidos con dos prototipos, han sido evaluados diversos modelos
de aprendizaje automático con el objetivo de predecir la concentración de 17β-
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estradiol. Se ha observado que el modelo CatBoost Regressor ha logrado una
alta precisión en el primer biosensor, mientras que el modelo Gradient Boosting
captura correctamente los patrones, aunque se desv́ıa en concentraciones bajas.
Las diferencias observadas se deben a la sensibilidad de los sensores y a las va-
riaciones en los valores de corriente de fuga (Ig), lo que resalta la importancia
de considerar estas caracteŕısticas en el desarrollo y calibración del gemelo digi-
tal. Los resultados obtenidos muestran que las caracteŕısticas espećıficas de cada
biosensor influyen en el desempeño de los modelos de aprendizaje automático
seleccionados. En particular, se observa que aquellos sensores que presentan una
relación lineal entre la concentración de 17β-estradiol y el desplazamiento de vol-
taje pueden ser modelados con gran precisión usando técnicas como CatBoost
Regressor. En cambio, sensores con la relación no lineal requieren modelos más
flexibles como Gradient Boosting, aunque esto puede implicar una reducción en
la precisión de ciertas categoŕıas, como ocurrió con las concentraciones hormo-
nales intermedias. Por tanto, se propone un enfoque h́ıbrido basado en ensemble
learning, para futuras investigaciones, en el cual se utilice una fase inicial de
análisis de las caracteŕısticas del sensor para seleccionar automáticamente el
modelo más adecuado. Esta estrategia facilitaŕıa la escalabilidad y mejoraŕıa la
aplicabilidad práctica del gemelo digital. Además, los próximos pasos incluyen
recopilar más datos con nuevos sensores para mejorar la precisión del modelo.
Luego, se desarrollará un DT que simule en tiempo real la respuesta del biosen-
sor. Finalmente, el DT se integrará en el sistema inteligente de seguimiento de la
salud (SHMS), permitiendo pruebas y simulaciones en hospitales sin necesidad
del biosensor f́ısico. Este enfoque es esencial para cumplir con los requisitos regu-
latorios y obtener las certificaciones necesarias antes de implementar el sistema
en tratamientos cĺınicos.
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