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Resumen El Aprendizaje Federado destaca como una estrategia que
permite entrenar modelos en dispositivos con bajas capacidades de compu-
tación, manteniendo la privacidad de los datos. Sin embargo, en dominios
estrictos y con un gran flujo de información, su implantación todav́ıa su-
pone retos debido a la necesidad de algoritmos especializados. Especial-
mente, la Realidad Virtual presenta desaf́ıos únicos al implicar la cone-
xión a diversas fuentes de datos con latencia cŕıtica. Tradicionalmente,
el entrenamiento de algoritmos en Realidad Virtual requeŕıa conexión
constante a equipos informáticos, limitando su versatilidad. Avances re-
cientes han mejorado las capacidades computacionales de dispositivos
de Realidad Virtual, permitiéndoles realizar tareas computacionales de
manera autónoma. Este trabajo aborda el desaf́ıo de entrenar una red
neuronal distribuida en dispositivos de Realidad Virtual, con el objetivo
de desarrollar un modelo colaborativo y centralizado en la nube.

Keywords: Realidad Virtual · Aprendizaje Federado · Redes Neurona-
les · Entrenamiento · Computación en la nube

1. Introducción y Motivaciones

El Aprendizaje Federado o Federated Learning (FL) ha adquirido una gran
relevancia al abordar el doble desaf́ıo de aprovechar los datos distribuidos para
entrenar modelos de aprendizaje automático y, al mismo tiempo, salvaguardar
la privacidad de esos datos [3]. Su capacidad para mitigar los riesgos de segu-
ridad y garantizar una toma de decisiones descentralizada lo convierte en una
herramienta esencial en la era de la conectividad y la información distribuida [2].

La creciente popularidad de la Realidad Virtual o Virtual Reality (VR) se
basa en su capacidad para personalizar entornos inmersivos, proporcionando a
los usuarios experiencias altamente individualizadas y atractivas [5]. Al permitir
que los usuarios accedan y disfruten de experiencias virtuales personalizadas
mediante sus datos personales, la VR necesita de tecnoloǵıas complementarias
para garantizar la protección de la privacidad.

La integración entre el FL y la VR ha desencadenado un paradigma revo-
lucionario en la creación y mejora de modelos de aprendizaje automático. La
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inmersión proporcionada por la VR no solo permite una recopilación de datos
más rica y precisa, sino que también abre nuevas posibilidades de colaboración
en tiempo real en un entorno virtual [4]. El FL en el contexto de la VR propone
un enfoque descentralizado, donde se favorece la privacidad y los modelos se
entrenan y mejoran directamente en los dispositivos de los usuarios [6].

En este art́ıculo se explora la capacidad de entrenar modelos de FL en dis-
positivos autónomos de VR. El objetivo principal es entrenar un modelo de
aprendizaje automático en dispositivos VR sin necesidad de conexión a Inter-
net o conexión permanente a un ordenador. Además, también se ha evaluado el
entrenamiento del modelo en términos de precisión y recursos utilizados.

El resto del documento está estructurado de la siguiente manera. En la Sec-
ción 2 se detalla la evaluación realizada para el entrenamiento de FL en dispositi-
vos de VR. En la Sección 3 se discuten los hallazgos de la evaluación. Finalmente,
en la Sección 4 se presentan las conclusiones finales y el trabajo futuro.

2. Entrenamiento en Dispositivos de Realidad Virtual

En esta Sección se detallan el objeto de investigación y la configuración de
los dispositivos utilizados, la red neuronal (NN) implementada para el problema
junto con el conjunto de datos utilizados, y los resultados obtenidos.

Primero, el objetivo de este trabajo es comprobar si el entrenamiento de al-
goritmos se puede llevar a cabo directamente en dispositivos VR sin depender
de otros dispositivos o conexión a internet. Para ello, los dispositivos VR utiliza-
dos, del proveedor Meta, cuentan con diferentes caracteŕısticas para realizar una
mejor evaluación. En este análisis, se detalla el procesador (chip), la memoria
RAM, los gráficos integrados y la versión del firmware. Esta información está
disponible en la Tabla 1.

Tabla 1. Especificaciones técnicas de los dispositivos VR.

Meta Quest Meta Quest 2 Meta Quest 3

Lanzamiento Mayo, 2019 Octubre, 2020 Octubre, 2023

Procesador Snapdragon 835 Snapdragon XR2 Snapdragon XR2 2nd Gen

RAM 4GB 6GB 8GB

GPU Adreno 540 Adreno 650 Adreno 740

Firmware v49 v54 v60

Segundo, para el entrenamiento se utiliza el conjunto de datos MNIST [1],
que contiene imágenes de d́ıgitos manuscritos. Para tratar estos datos se ha
desarrollado una red feed-forward en C# mediante el motor gráfico Unity. Esta
red está compuesta por una estructura multicapa con dos capas ocultas, cada una
con 150 neuronas, una capa inicial con 784 neuronas y una capa de salida con 10
salidas correspondientes a d́ıgitos del 0 al 9. Para el entrenamiento seleccionamos
10 épocas, una tasa de aprendizaje de 0.1 y un tamaño de lote de 8.
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Y tercero, en la Figura 1 se presentan los resultados obtenidos a través del
tiempo de ejecución en los dispositivos utilizados 3. Concretamente, se observa
una mejora significativa al pasar de Meta Quest a Meta Quest 2 (aproximada-
mente un 45%). Sin embargo, la Meta Quest 3, que se promociona como 2.5
veces más potente que el Quest 2, muestra tiempos de ejecución inferiores a los
óptimos. Meta atribuye esto a una actualización del firmware que desbloqueará
todo su potencial, similar a sus dispositivos anteriores. Además, la Figura 1
también muestra la evolución del consumo de la bateŕıa a lo largo de las épocas,
revelando una reducción de más del 15% en el consumo de Quest 3 en compa-
ración con Quest y un 4% en comparación con Quest 2. Esto conduce a pensar
que el proceso de entrenamiento no compromete el consumo de bateŕıa.

Figura 1. A la izquierda, el tiempo de ejecución después de cada época para todos los
dispositivos VR. A la derecha, el porcentaje de bateŕıa después de cada época.

Finalmente, los modelos generados por cada dispositivo VR son agregados
en la nube junto con el modelo global. Estos modelos se corresponden con los
puntos de control del proceso de entrenamiento. Aśı, los datos de los usuarios
son utilizados única y exclusivamente en sus dispositivos, garantizando su segu-
ridad y privacidad. Posteriormente, este modelo global puede ser descargado por
cualquier usuario para realizar las predicciones oportunas. Todo esto se consigue
mediante la orquestación de servicios propiamente diseñados para este fin.

3. Discusión

La capacidad limitada de los dispositivos VR para llevar a cabo de manera
autónoma el entrenamiento de NN presenta un desaf́ıo considerable. En nues-
tros experimentos, nos enfocamos en entrenar una NN con FL directamente en
dispositivos VR, estableciendo métricas de rendimiento basadas en el tiempo de
ejecución y consumo de bateŕıa. Los resultados sugieren que el entrenamiento de

3 https://github.com/francisco-diaz-barrancas/NeuralNetworkVR

F
lo

re
s-

M
ar

tin
, D

., 
D

ía
z-

B
ar

ra
nc

as
, F

., 
B

er
ro

ca
l, 

J.
: A

pr
en

di
za

je
 F

ed
er

ad
o 

en
 D

is
po

si
tiv

os
 d

e 
R

ea
lid

ad
 V

irt
ua

l A
ut

ón
om

os
. I

n:
 R

es
in

as
, M

. (
ed

.)
 A

ct
as

 d
e 

la
s 

X
IX

 J
or

na
da

s 
de

 C
ie

nc
ia

 e
In

ge
ni

er
ía

 d
e 

S
er

vi
ci

os
 (

JC
IS

 2
02

4)
. S

is
te

de
s 

(2
02

4)
. h

ttp
s:

//h
dl

.h
an

dl
e.

ne
t/1

17
05

/J
C

IS
/2

02
4/

10

https://creativecommons.org/licenses/by-nc-nd/4.0/deed.en
https://creativecommons.org/licenses/by-nc-nd/4.0/deed.en
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modelos parciales en dispositivos de VR podŕıa ser una estrategia prometedora
para mejorar modelos globales, aprovechando la participación activa del usua-
rio en la VR para enriquecer modelos locales y globales. Además, se identificó
una limitación cŕıtica en la complejidad de las NN, donde un aumento en la
complejidad conlleva un incremento significativo en el consumo de recursos.

4. Conclusiones

En este trabajo se ha demostrado la viabilidad de entrenar algoritmos apren-
dizaje automático en dispositivos VR. Al implementar una NN para operar en
tiempo real en dichos dispositivos a través del motor gráfico Unity, confirmamos
su capacidad para ejecutarse simultáneamente con la tarea principal sin afectar
el rendimiento ni bloquear otras funciones. Además, se realizó una medición del
tiempo de ejecución del algoritmo NN en el conjunto de datos MNIST para cada
dispositivo, junto con la evaluación de su consumo de bateŕıa.

En futuras investigaciones se aplicará la red desarrollada en dispositivos de
Realidad Aumentada. Además, también se pretende ampliar el proceso de entre-
namiento tomando como parámetros adicionales la sensorización de los disposi-
tivos VR, mandos y otros sensores externos. En consecuencia, incorporar nuevos
dispositivos nos permitirá ampliar las métricas analizadas para proporcionar una
mayor precisión de los resultados y realizar comparaciones más exhaustivas.
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